
https://hmwu.idv.tw

吳漢銘
國立政治大學 統計學系

https://hmwu.idv.tw

機器學習(ML)
深度學習(DL)
人工智慧(AI)

的

數學基礎

H00



https://hmwu.idv.tw

"Artificial Intelligence is All About Math"2/144
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人工智慧只是統計學的延伸
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AI時代的中層支柱：統計學: https://www.mdeditor.tw/pl/2nBY/zh-tw

https://kknews.cc/zh-tw/tech/5z36z28.html



https://hmwu.idv.tw

https://udn.com/news/story/7266/3672385

科技領域都需要數學
4/144



https://hmwu.idv.tw

Statistics, Data Mining, Machine Learning, 
Deep Learning, and AI

 Statistics (STAT): Statistics is the discipline that concerns the collection, organization, 
analysis, interpretation and presentation of data. 

 Data Mining (DM): Data mining is a process of discovering patterns in large data sets 
involving methods at the intersection of machine learning, statistics, and database 
systems.

 Machine Learning (ML): Machine learning (ML) is the study of computer algorithms 
that improve automatically through experience. Machine learning algorithms build a 
mathematical model based on the training data, in order to make predictions or 
decisions.

 Deep learning (DL): Deep learning is part of a broader family of machine learning 
methods based on artificial neural networks with representation learning. 

 Artificial intelligence (AL): the ability of a digital computer or computer-controlled 
robot to perform tasks commonly associated with intelligent beings. 
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https://jamesmccaffrey.wordpress.com/2016/09/29/machine-learning-data-science-and-statistics/

• 人工智慧是讓機器具有如同人類甚至更多
的思辨能力。

• 機器學習則是能夠達成人工智慧的方法，
透過與人類相似的學習方法，訓練機器進
行資料分類、處理與預測。

• 深度學習代表實現機器學習的一種技術。
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Deep Learning with R 6/144

2016 2017

2019

2020

2018



https://hmwu.idv.tw

書籍: 深度學習的數學
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[日]涌井良幸、涌井貞美

深度學習的數學
出版商: 人民郵電
出版日期: 2019-05-01 
語言：簡體中文

深度學習的數學
作者： 涌井良幸, 涌井貞美
譯者： 楊瑞龍
出版社：博碩
出版日期：2020/05/04
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書籍: 機器學習的數學基礎
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機器學習的數學基礎 : 
AI、深度學習打底必讀
醫學統計學專家 西內啟 著
胡豐榮博士, 徐先正 合譯，
出版商: 旗標科技出版
(2020-01-31)
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書籍: 深度學習的數學地圖
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深度學習的數學地圖：
用 Python 實作神經網路的數學模型
作者： Masanori Akaishi  
譯者： 章奇煒, 王心薇
出版社：旗標
出版日期：2020/05/28
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書籍: 機器學習的數學
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機器學習的數學：
用數學引領你走進AI的神秘世界
作者： 孫博
譯者： 博碩文化
出版社：博碩
出版日期：2020/09/09

30分鐘就讀懂：
機器學習從數學開始
作者： 張曉明
出版社：深智數位
出版日期：2020/11/21

• 第1篇 線性代數: 向量、
矩陣、多項式回歸、嶺回
歸、Lasso回歸、矩陣分
解。

• 第2篇 機率: 最大似然估
計、最大後驗機率、貝氏
定理。

• 第3篇 最佳化: 凸最佳化、
梯度下降演算法、邏輯回
歸演算法。

機器學習：彩色圖解 + 
基礎數學篇 + Python實作
作者： 洪錦魁
出版社：深智數位
出版日期：2020/08/17

資料視覺化、、認識
方程式/函數/座標圖
形、畢氏定理、聯立
不等式、二次函數、
最小平方法、集合、
排列與組合、機率、
二項式定理、指數觀
念與指數函數、歐拉
數與邏輯函數、三角
函數、向量、矩陣、
多元線性回歸、
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理論篇: 數學速學課程
11/144

深度學習的數學地圖：
用 Python 實作神經網路的數學模型
作者： Masanori Akaishi  
譯者： 章奇煒, 王心薇
出版社：旗標
出版日期：2020/05/28
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數學理論學習地圖
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什麼是機器學習模型
13/144

• 原則 1:機器學習模型
是一個函數，它將輸
入資料映射成預測資
料。

• 原則 2 :機器學習模型
的函數行為，是由訓
練決定的。
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訓練是機器學習的核心，
其具體做法有三種

監督式學習 (supervised learning) 
 用大量的資料來訓練模型，每筆資料都搭配一個標準答案(又稱 teaching 

data) ，模型的預測結果會和標準答案做比對，以修正模型參數，進而達成學
習效果。
 迴歸(regression)模型: 輸出值為連續變化的數值，例如預測商店的每日銷售額;
 分類(classification)模型: 輸出值為離散值，稱為「類別(class)」, 例如辨別照片中的動

物是甚麼種類。

非監督式學習 (unsupervised learning) 
 只提供訓練資料，不提供標準答案，讓模型自行摸索出資料的規則並產生預

測(答案)的訓練法。例如 :僅根據資料的特性，將資料自動分組的「分群
(clustering)」便是一種典型的非監督式學習。

強化式學習 (reinforcement learning) 
 沒有訓練資料與標準答案，讓機器從與環境立動中去學習，進而擬定行動對

策。由於沒有已知的大量資料，適合用於探索未知的領域。在學習中，藉由
犯錯給予處罰，未犯錯給予獎勵的方式，讓機器去探索出正確的答案。例如 :
打敗棋王的AlphaGo。

14/144
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監督式學習由訓練階段 (learning phase)與
預測階段 (prediction phase)組成

15/144
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第一個機器學習模型:
簡單線性迴歸模型

16/144

最小平方法: 計算各樣本點實際
值與預測值的差值，個別取平方
之後再加總，亦即「誤差平方和J 
'並令其為損失函數，再利用「最
小平方法」求出讓損失函數最小
的參數值。
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沒有隱藏層的分類模型結構
17/144
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有隱藏層的分類模型結構
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Chapter 2: 積分、微分
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瞭解函數(function)運作行為
20/144

• 深度學習的基本原理，就
是找出讓損失函數最小化
的參數值。

• 要找出這些參數值，必須
使用到梯度下降演算法，
而這個演算法就是從函數
微分推導出來的。

• 要深入了解機器學習與深
度學習，就必須了解微分。

• 機器學習會利用機率與統
計的方法，也需要用到微
分和積分。
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函數的圖形
21/144

(3， 10 )、 (2， 5)、 ( 1， 2)、
(0， 1)、(-1， 2)、 (-2， 5)、
(-3， 10)

連續函數
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合成函數 (Composite function)22/144
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反函數 (Inverse function) 23/144

• 並非所有的函數都存在
反函數，只有一對一的
函數(每個x都必須對應
到不同的y值)才會存在
反函數。
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反函數的圓形
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• 在限定的範圍內，函數與反函數
的圖形會對稱於直線 𝑦 ൌ 𝑥，此條
線也稱為 𝑦 ൌ 𝑥對稱軸。

• 函數的定義域就是反函數的值域。

• 函數的值域就是反函數的定義域。



https://hmwu.idv.tw

函數在該點上的微分(derivative)25/144

https://raw.githubusercontent.com/makaishi2/math-sample/master/movie/diff.gif

以直觀的角度定義微分(Differentiation, Derivative):
以函數圖形上的某點為中心，將函數圖形無限放
大，當放到無限大時，圖形會趨近於一直線。此
時，這條直線的斜率就稱為函數在該點的微分。
而且這條直線會等於該點的切線。
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過曲線上一點的切線斜率就是
此函數f(x)在這一點的微分

26/144
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函數值增量與微分的關係
27/144

𝑓 𝑥 ൅ 𝑑𝑥 െ 𝑓ሺ𝑥ሻ 表示的變化量，

會等於f在x的微分乘上x的變化量 dx。
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切線(Tangent line)方程式
28/144
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函數的極大值與極小值
29/144

• 極大值與極小值所在的點，其切線斜率會等於0。

• 可透過函數的一次微分𝑓ᇱ 𝑥 ൌ 0來找到該函數可能有

極大值或極小值的點。

• (註:在微分等於0的點，有可能是相對極值或絕對極值，

也可能根本就不是極值)。
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舉例: 函數微分等於0的點(0, 0)，
沒有極大、極小值
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多項式函數的微分
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合成函數的微分
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反函數的微分
33/144
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微分常用公式整理
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積分則計算「函數圖形與
直線 y = 0 (即x軸) 」圍成的面積

35/144
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不定積分(Indefinite integral) 36/144
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圖形的面積與定積分
37/144
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Chapter 3: 向量、矩陣
38/144
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向量入門
39/144

• 機器學習與深度學習中用到的向量( 
vector)運算，以「內積」最為重要。

• 瞭解並熟悉向量、矩陣(matrix)的符號及
運算規則，才能看懂深度學習用到的算式。

• 常見的向量表示法: (1) 用粗體小寫字母。
(2) 小寫字母上方加上箭頭。

• (而一般小寫字母的則用來表示一般的純量。)

兩者移動距離及方向完全相同

使用分量前，必須定出x軸、y軸的方向，
以及單位向量的長度。
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三維空間的向量
40/144

多維向量
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向量的運算:和、差
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向量與純量的乘積，向量的長度
42/144
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向量間的距離
是兩個向量相滅的絕對值

43/144

計算向量間的距離前，必須將兩
向量的起點平移到原點(0, 0)，重
新算出向量終點的位置後，再計
算兩向量終點的距離。

(0, 0) x

y
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三角函數
44/144

角度範園: 0 ~ 90度

正弦曲線 餘弦曲線
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向量內積
45/144

兩個向量做內積運算有兩種解釋方法:
• 兩個相同維度的向量，將對應的分量兩兩相乘

後再相加，亦稱為點積(dot product)。

• 指幾何座標上的兩個向量，其一的長度乘上夾
角的cos值(即其中一個向量在另一向量上的投
影長度，再乘上被投影向量的長度)，稱為內
積(inner product)。

• 在機器學習中，內積與點積的意思相同。
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用兩向量的分量兩兩相乘來表示內積
46/144

向量內積符合
分配律
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餘弦相似性
47/144

• 當 cosθ接近1時(夾角約0度)，我們可以說這兩個向量的方向幾乎相同。
• 當 cosθ接近-1時(夾角約 180度)，代表這兩個向量的方向幾乎相反。
• 當 cos θ接近0時，則代表這兩個向量的方向接近垂直。
• 以上這個公式的特性稱為餘弦相似性，也就是用二維的概念來描述n維的行為，常做為判斷

兩向量方向是否接近的指標。
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矩陣運算: 輸出節點的內積表示法
48/144

w在機器學習中稱為權重參數
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3個輸出節點的矩陣相乘
49/144
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純量、向量、張量(Tensor) 50/144

張量也是機器學習的核心，它和向量、短陣的關係如下:

• 矩陣與張量都可視為存放數字的容器，外觀看起來相同，但意義不同。
• 張量在幾何上代表座標轉換的意思，也就是說張量作用在某個向量或矩陣

上，就如間對該向量或矩陣做座標轉換運算;若沒有被作用的對象，則張量
就形同矩陣。

• 例如 W ꞏ x就可視為權重W 「張量」對 向量x做轉換運算。
• 為了讓張量與矩陣的維數做區別，我們將前者稱為 n階 (rank)張量，後者

稱為n維矩障。不過有些文件中仍將張量稱為n維張量，不要弄混就好。
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Chapter 4: 多變數函數的微分
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多變數函數: f(x, y), L(u, v) 52/144
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雙變數函數的偏微分
53/144

• 如果一個函數的變數不只一個時，為了能夠看出每一個變數在變化時的影響，就要
對各該變數分別做微分，稱為「偏微分」。

• 在對某一個變數做微分時，其餘的變數因與該變數無關，因此會被當成常數看待。
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雙變數函數的偏微分
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雙變數函數的全微分
55/144

全微分就是單變數函數時的微分，當推廣到多變數函數的微分峙，就稱為「全微分」。
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雙變數函數的全微分
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全微分與合成函數
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全微分與合成函數
58/144
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全微分與合成函數:中間變數u只有一個
59/144
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梯度下降法(Gradient Descent) 60/144

運算步驟 : 

1) 先設定ሺ𝑢, 𝑣ሻ的初始值為ሺ𝑢଴, 𝑣଴ሻ,即曲面上的某個點。

2) 從ሺ𝑢଴, 𝑣଴ሻ值開始，找出能讓𝐿ሺ𝑢, 𝑣ሻ函數值減少最多的方向。

3) 配合(2)的方向，調整 ሺ𝑢, 𝑣ሻ 的變化量，然後將新值設為 ሺ𝑢ଵ, 𝑣ଵሻ 。

4) 再以新值ሺ𝑢ଵ, 𝑣ଵሻ為基準，重複迭代 (2)和 (3)的步驟。

可視為向量移動的大小

可視為向量移動的方向
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梯度下降法的重點
61/144

(A)決定下一步移動的方向

(B)決定下一步移動的大小
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梯度下降法: 決定下一步移動的方向
62/144

• 假設現在尋找最低點已經送代𝑘次，所以ሺ𝑢, 𝑣ሻ

已經移動到ሺ𝑢௞ 𝑣௞ሻ點的位置。那麼，從ሺ𝑢௞ 𝑣௞ሻ

點要移動到下一個點ሺ𝑢௞ାଵ 𝑣௞ାଵሻ ，該往那個方

向移動?

• 要尋找向量的方向有兩個前提: 

(1) 移動量ሺ𝑑𝑢, 𝑑𝑣ሻ很微小。

(2) 移動量 ሺ𝑑𝑢ሻଶ൅ሺ𝑑𝑣ሻଶ 是一個定值。

哪個移動方向能最有效讓𝐿ሺ𝑢, 𝑣ሻ的值下降?

假設函數 𝐿ሺ𝑢, 𝑣ሻ的變化量為𝑑𝐿ሺ𝑢, 𝑣ሻ

假設ሺ𝐿௨, 𝐿௩ሻ與ሺ𝑑𝑢, 𝑑𝑣ሻ兩向量的夾角為θ
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梯度下降法: 決定下一步移動的方向
63/144

• 假設𝐿是一個圓形為曲面的多變數函數，假設在ሺ𝑢௞ 𝑣௞ሻ點可微分，那麼 𝐿在 ሺ𝑢௞ 𝑣௞ሻ上的梯度，
就是 𝐿在ሺ𝑢௞ 𝑣௞ሻ的偏微分。

• 要從ሺ𝑢௞ 𝑣௞ሻ點找一個能讓 𝐿ሺ𝑢, 𝑣ሻ值最小的方向，會由 𝑐𝑜𝑠𝜃決定𝑑𝐿ሺ𝑢௞ 𝑣௞ሻ 的大小。

梯度𝑑𝐿是ሺ𝐿௨ 𝐿௩ሻ和ሺ𝑑𝑢, 𝑑𝑣ሻ兩向量
在ሺ𝑢௞ 𝑣௞ሻ點的最大移動量，所以將
梯度大小乘以-1就是會讓𝐿ሺ𝑢, 𝑣ሻ值
下降的方向。

• 結論: 只要找到 𝐿ሺ𝑢, 𝑣ሻ在ሺ𝑢௞ 𝑣௞ሻ
偏微分向量 ሺ𝐿௨ 𝑢௞ 𝑣௞ , 𝐿௩ሺ𝑢௞ 𝑣௞ሻ)
的方向，其反方向就能找到讓
𝐿ሺ𝑢, 𝑣ሻ值最小的ሺ𝑢, 𝑣ሻ。

• ሺ𝑳𝒖, 𝑳𝒗)即為梯度向量。梯度向量
會指向能讓函數值增加最多的方
向，因此必須反方向才能讓函數
值減少最多。
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梯度下降法: 決定下一步移動的大小
64/144

結論: 各點的微分乘上一個固定的負值，就可
變成適當的移動量。

梯度下降法公式

學習率的影響 :
• 若學習率太大 :造成移動量偏大而越過最低點，無

法收斂到極小值。
• 若學習率太小 :造成移動量過小，計算時間偏長，

學習效率會變差。
• 實際上，在機器學習和深度學習中，都必須針對

不同的問題來設定適當的學習率，再反覆尋找收
斂的最佳解(多半由經驗而得) 。
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等高線與梯度向量
65/144

• 等高線是由相同𝐿值的各個點連接起來的曲線。
• 等高線上每一點的梯度向量，都會與等高線的切線垂直。
• 梯度向量的方向代表函數值增加最快的方向，將梯度向量乘上െ1使其反過來朝函數值最小的方向。
• 梯度向量的長度越長，表示梯度下降得越多;接近最低點時，梯度向量越短，下降也就減少。
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等高線與梯度向量
66/144

圖4-15， 𝑢, 𝑣 ൌ ሺ4, െ4ሻ 附近的梯度向量比較長。同理， 𝑢, 𝑣 ൌ ሺെ2, 0ሻ附近各點
向下的梯度比較小，梯度向量比較短。
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梯度下降法的動畫範例
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https://github.com/makaishi2/math-sample/blob/master/movie/gradient-descent.gif
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梯度下降法與局部最佳解
68/144

一開始選的初始值不同，梯度下降法未
必都能找到函數真正的最小值。

• 因為梯度下降法是一次將所有的資料樣本都送進去運算，每次迭代時又全部再送去運算，
當資料量龐大時，可能造成電腦負荷太大而無法處理，因此有兩種衍生的方法: 

• 「隨機梯度下降法( Stochαstic Gradient Descent, SGD) 」: 每次送代只隨機挑選一筆資
料做運算，雖然能夠減少只找到局部最佳解的機會，但其缺點是隨機選到的位置(資料樣
本)可能會跳得很遠，而造成不易收斂。

• 「小批量梯度下降法(Mini Batch Gradient Descent, MBGD) J :每次迭代只挑選小批量
資料分批運算。因為是一次取多筆資料運算，比較能做到穩定收斂。而且只要每個小批
量的資料筆數夠多，就真有代表整體資料分佈的特性。這也是目前最普遍採用的方法。
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吳漢銘
國立政治大學 統計學系
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機器學習(ML)
深度學習(DL)
人工智慧(AI)

的

數學基礎 (II)
微積分、線性代數
機率、深度學習

H00-2



https://hmwu.idv.tw

Chapter 5: 指數函數、對數函數
70/144
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指數函數 71/144

指數函數: 𝑓 𝑥 ൌ  𝑎௫
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對數函數
72/144

• 對數函數是指數函數的反函數。
• 對數函數是指數函數的反運算，從底數及

乘積來找出對數。
• 𝑙𝑜𝑔௔ሺ𝑎௫ሻ ൌ 𝑥, 𝑎௟௢௚ೌ௫ ൌ 𝑥
• 對數函數的變數𝑥永遠是正值。而其反函

數，指數函數的𝑦值也永遠是正值。

對數函數: 𝑓 𝑥 ൌ  log௕ 𝑥
自然對數函數: 𝑓 𝑥 ൌ ln 𝑥𝑏௫ ൌ 𝑎
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對數函數 的特徵
73/144
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換底公式
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對數函數 的意義
75/144
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對數函數 的微分
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指數函數 的微分
77/144
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Sigmoid函數 𝟏
𝟏ା𝒆ష𝒙

• Sigmoid函數(也稱為S函數)是用於將輸入值轉換為0~1 
(0%~100%)的值，因此可當做機率值來使用。

性質:
• 函數值介於0~1之間的單調遞增函數 。
• 𝑥值趨近-∞時，函數值趨近0 。
• 𝑥值趨近∞時，函數值趨近1 。
• 𝑥 ൌ 0時，函數值為0.5 。
• 圖形在座標(0， 0.5)會呈對稱的轉折。
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Sigmoid函數 𝟏
𝟏ା𝒆ష𝒙 的微分 79/144

訓練神經網路中若
採用Sigmoid函數
做為激活函數時，
就會用到此微分式。
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Softmax函數
i.e., 常規化指數函數 (normalized exponential function)

80/144

• Softmax函數，輸入的是向量(vector)，輸出的也是個向量，且各分量皆介於0~1之間。
• 因為Softmax函數輸出與輸入值皆為向量，所以又稱為向量函數(或向量值函數)

也因為輸出向量的每個分量都會介
於0~1之間，可當做機率值來使用。
例如:輸入一張動物照片要判斷是狗
、貓、鼠，運算後的輸出向量為
𝑦ଵ, 𝑦ଶ, 𝑦ଷ ൌ ሺ0.85, 0.10, 0.05ሻ，則

可判斷該照片應該是狗。
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Softmax函數的微分
81/144
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• 當輸入的是 2維向量 (𝑛 ൌ 2ሻ 時，對 Softmax函數進行運算(將
分子分母同除以 exp 𝑥ଵ ሻ。

• 將𝑥ଵ െ 𝑥ଶ用𝑥取代，就和Sigmoid函數的式子完全一樣。

• 當 (𝑛 ൌ 2ሻ 時，Softmax函數實質上就等於Sigmoid函數。也
就是說 Sigmoid函數是Softmax的函數的簡化版本。

• 這兩個函數都是屬於分類函數。

Sigmoid 和 Softmax函數的關係
82/144
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Chapter 6: 機率統計
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隨機變數(random variable)
與機率分佈(probability distribution)

機率在機器學習的分類模型中的重要性: 
 機率是非常重要的基礎，因為分類模型就是藉由激活函數將運算結果用機率呈現，才得以依據輸入資料預測最後應該

分到哪一類。

機率是用百分比來表示某事件發生的可能性。
 在數學上，將事件 𝑋, 𝑌 發生的機率分別用 𝑃 𝑋 , 𝑃ሺ𝑌ሻ來表示。
 在數學上，將事件 𝐴, 𝐵 發生的機率分別用 𝑃 𝐴 , 𝑃ሺ𝐵ሻ來表示。
 機率符號中的 𝑋, 𝑌稱為隨機變數(隨機變數是一個函數，將事件對應到實數)。

(離散型)機率分佈例子: 
 「公正的硬幣投擲一次」的樣本空間= {正面，反面}共有 2種，出現機率各為1/2。
 𝑋代表「公正的硬幣投擲一次，出現正面或反面」: 𝑋 正面 ൌ 1,  𝑋 反面 ൌ 0。
 𝑃 正面 ൌ 𝑃 𝑋 正面 ൌ 1 ൌ 𝑃 𝑋 ൌ 1 ൌ 1/2; 𝑃 反面 ൌ 𝑃 𝑋 正面 ൌ 0 ൌ 𝑃 𝑋 ൌ 0 ൌ 1/2

 「公正的骰子投擲一次」的樣本空間={1，2， 3， 4， 5， 6}共有 6種，出現機率各為1/6。
 𝑌代表「公正的骰子投擲一次，骰子的點數」: 𝑌 點數1 ൌ 1，…，𝑌 點數6 ൌ 6。

 𝑃 點數𝑘 ൌ 𝑃 𝑌 點數𝑘 ൌ 𝑘 ൌ 𝑃 𝑌 ൌ 𝑘 ൌ ଵ
଺

, 𝑘 ൌ 1, … , 6.

84/144

若將隨機變數每種情況的機率值都列出來，就是其機率分佈。
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範例: 硬幣投擲 次時，正面出現的次數
85/144

將隨機變數𝑋௡定義為 : 𝑋௡ൌ「硬幣投擲𝑛次時，正面出現的
次數」擲硬幣這種只有二擇一(正面、反面)的機率分佈又
稱為「二項式分佈」。
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機率密度函數(probability density function)
與累積分佈函數(cumulative distribution function)

 當二項分佈的𝑛值很大時，其機率分佈圖的形狀會呈常態分佈(亦稱為高斯分佈)，
也就是呈現中央高起且兩側快速下降的鐘型曲線(bell-shaped curve) ，這稱為「
中央極限定理」。

 這條連續的常態分佈曲線的函數稱為「機率密度函數」，定義如下(其中 μ為
平均數， σ為標準差):
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The Normal Approximation to the Binomial Distribution
87/144

https://en.wikipedia.org/wiki/Binomial_distribution
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Sigmoid函數的機率密度函數

 Sigmoid函數就是某個機率密度函數的積分，因此只要將
Sigmoid函數微分，就可以得到機率密度函數: f'(x) = f(x)(l -
f(x)) 

 當我們從機率的角度來看 Sigmoid函數，可整理成下面兩式:
 累積分佈函數: f(x) 
 機率密度函數: f(x) (1 -f(x) ) 

 Sigmoid function is a cumulative distribution function of 
logistic distribution.
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Logistic function 89/144
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累積機率分配函數 CDF (p)

 The probability of obtaining a sample value that is less than or equal to x.

90/144

PDF CDF

-1

0.1586553
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中央極限定理 (Central Limit Theorem) 91/144

 由一具有平均數μ，標準差σ的母體中抽取樣本大小為n的簡單隨機樣
本，當樣本大小n夠大時，樣本平均數的抽樣分配會近似於常態分配。

• 在一般的統計實務上，大部分的應用中均假設當樣本大小為30(含)以上時， 的抽
樣分配即近似於常態分配。

• 當母體為常態分配時，不論樣本大小，樣本平均數的抽樣分配仍為常態分配。
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概似函數(likelihood function)
與最大概似估計法(maximum likelihood estimation, MLE)

92/144

• 式子(6.3.2)稱為概似函數
(L ikelihood function)。

• 只要找出能讓概似函數出現極
大值的𝑝就是最能符合此抽獎
機機率模型的答案。

• 要找出極大值，就是找出概似
函數微分後等於 0的 𝑝, 且此𝑝
可以讓概似函數出現極大值。

• 概似函數習慣上會用 𝐿
(Likelihood)做為函數名稱，
但許多機器學習的書中習慣用
𝐿表示損失函數 (Loss 
function),  應避免還淆。
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對數概似函數
93/144

為何概似函數的極值是求最大值，而不是最小值?
• 最大概似估計法是找出「概似函數微分等於 0」的參數值。照理講，找出的參數也有可能

讓概似函數出現極小值或無極值。
• 概似函數是由各已知事件的機率(介於0~1)相乘而來，數值只會大於等於0，而等於 0就是

極小值，也就是此機率模型最不可能發生的情況。
• 我們希望的是此機率模型最可能發生的情況，因此能產生極大值的參數才是我們要的。

最大概似估計量
(maximum likelihood estimator, MLE)
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Chapter 7: 線性迴歸模型 (迴歸)
 本章以線性迴歸模型 (linear regression model)來認織

深度學習中的損失函數與梯度下降法。

 在線性迴歸模型中，訓練的基本原理是以誤差平方和做
為損失函數 (loss function) ，並尋找使其函數值最小的
參數。

 用數學方程式求得線性迴歸模型中，損失函數(誤差平
方和)的解稱為「解析解」 。

 藉由一組粗估初始值開始，經過反覆運算得到的解則稱
為「近似解」。
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損失函數的偏微分與梯度下降法
95/144

解聯立方程式
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美國波士頓房地產資料集
1970年代波士頓郊區的不動產物件相關統計資料:
 不動產物件相關屬性(attribute):

 PRICE: 房產物件價格(平均值) 
 RM: 各物件的房間數(平均值) 
 AGE: 於1940年前建造的房屋比例等等

 區域特性:
 LSTAT: 低所得者比例
 CRIM: 犯罪率
 CHAS: 是否位於查爾斯河沿岸(1 : Yes、 0: No) 等等

 目的: 利用物件價格以外的屬性值，建立可預測物件價格之模型。因
為要預測的是連續數值(價格)，即反應變數為「房產物件價格(PRICE)」
，因此採用迴歸模型。
 簡單線性迴歸模型: 自變數為平均房間數(RM)。
 多元線性迴歸模型: 自變數為平均房間數(RM)，低所得者比例 (LSTAT)。
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訓練資料與預測值的數學符號標示法
97/144
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建立預測模型
98/144

上式是一組資料 𝒙 ൌ ሺ𝑥଴, 𝑥ଵሻ 的運算式，在機器學習實際計算時，
是針對訓練樣本中數量眾多的資料 𝑥ሺ଴ሻ, 𝑥ሺଵሻ, … , 𝑥ሺ௡ሻ各別進行運算
並得出預測值。

• 散佈圖: 資料點雖然散
佈很廣，但從大多數集
中的點可看出由左下到
右上的趨勢是趨近於直
線分佈(表示房間數越多
的房屋，其價格也趨向
越高)。

• 要建立一個簡單線性迴
歸模型，也就是要找出
最符合散佈圓趨勢的一
條直線數學模型。
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建立損失函數
 線性迴歸模型的損失函數𝑳是使用𝑦 值的預測值(𝑦𝑝)與實

際值 ( 𝑦𝑡 )之間差值的平方加總，也就是「誤差平方和」。

99/144

將誤差平方和除以資料總筆數取
平均值作為損失函數之值，如此
就不受資料筆數多寡的影響了。

對損失函數做微分，以利後續梯度下降法的運算。
因損失函數為二次方程式，微分後會產生一個係
數2，故令損失函數再除以2，如此即可與微分後
產生的2相抵銷。
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損失函數的微分
100/144
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梯度下降法的運用
 將偏微分結果應用在梯度下降法，以求出能讓損失函數值最小化的ሺ𝑤଴, 𝑤ଵሻ參數。
(本書中)變數的標示:
 𝑖: 向量資料中的第 𝑖個元素，放在下標位置。
 𝑚: 全部資料樣本中的第𝑚筆資料，放在上標位置。
 𝑘: 迭代運算的第𝑘次運算，放在上標位置。

 𝑤௜
ሺ௞ሻ: 權重向量𝒘的第 𝑖個元素，經過𝑘次迭代運算後的結果。

 𝒘ሺ௞ሻ: 權重向量𝒘經過𝑘次迭代運算後的結果，用粗體表示。

 𝑥௜
ሺ௠ሻ: 資料樣本中第𝑚筆輸入向量𝒙的第𝑖個元素(也就是第𝑖個分量)。

 𝒙ሺ௠ሻ: 資料樣本中第𝑚筆輸入向量𝒙, 用粗體表示是一個向量，而不是向量中的元素。

 𝑦𝑡ሺ௠ሻ: 資料樣本中第 𝑚筆的實際值。
 𝑦𝑝ሺ௞ሻሺ௠ሻ: 資料樣本中第 𝑚筆輸入向量，經過𝑘次迭代得到的預測值。
 𝑦𝑑ሺ௞ሻሺ௠ሻ: 第𝑚筆資料經過𝑘次迭代後得到的預測值再減掉第𝑚筆的實際值𝑦𝑡ሺ௠ሻ。
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梯度下降法的運用
102/144

「以簡單線性迴歸模型做線性預測，並以梯度下降法實踐的數學模型」
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學習率的大小會影響收斂
103/144

學習率與迭代次數的調整方法:
• 學習率的大小，對收斂與否的影響很大。如何設定最好的學習率並沒有明確的答案。
• 如果發現難以收斂，則試著將學習率調為原來的1/10，再視情況微調。
• 實務上要計算的資料量與參數量可能相當龐大，迭代次數越高就表示算得越久，此時權衡得

失就很重要(學習率，迭代次數)。
• 在實務的機器學習訓練中，會先對資料做正規化處理，避免資料中不同特徵的數值範圍差異

太大，而使得梯度下降過程不易收斂。
• 在正規化的情況下，將學習率設在 0.01到 0.001左右，通常都能順利達到收斂。
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推廣到多元線性迴歸模型
104/144



https://hmwu.idv.tw

Chapter 8: 邏輯斯迴歸模型
(二元分類)

105/144
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邏輯斯迴歸模型 (二元分類)範例資料

iris資料集: 
 觀察值(observations): 共150筆資料(150朵鳶尾

花) 。 每朵花為3個品種其中之一，Setosa(山鳶尾
)、Versicolour(變色鳶尾)、 Virginica(維吉尼亞
鳶尾)。每個品種各有50筆資料，共150筆資料。

 4種特徵(features)(變數)(variables): Sepa1 
Length, Sepa1 Width (萼片長度、寬度)及Petal 
Length， Petal Width (花瓣長度、寬度) 。

 僅挑選 Sepa1 Length, Sepa1 Width (萼片長度、
寬度) (解說方便) 。

 分類目標類別(2種類別): class 0 (Setosa)、 class 
1 (Versicolour) 。

 輸入項目名(2項):  Sepal Length (cm) 萼片長度、
Sepal Length (cm)萼片寬度。
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https://archive.ics.uci.edu/ml/datasets/iris
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線性迴歸模型與分類模型的差異

 線性迴歸的目的是要找出一條距離各資料點誤差最小的直線。
 分類則是將一群資料有效區分成不同的類別，例如二元分類就是用一條分界

線(不一定是直線)將資料分成兩類。
 分類問題中的分界線稱為決策邊界(decision boundary)。
 迴歸問題與分類問題要考慮的完全不同，因此建立的預測函數與損失函數自

然也不同。
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針對預測模型之討論

 使用Sigmoid函數，將線性函數式
的計算結果「轉換」為0到1之間的
機率值，並以此作為輸出的預測值。

 在二元分類中，可設定只要預測值
比較接近0就可預測是某個分類，
比較接近 1則是另一個分類。

108/144

 先考慮以一條線性函數來將訓練資料進行分類。

 接下來採用「梯度下降法(Gradient Descent)來做分類。

 梯度下降法的重點在於建立可微分的損失函數(對參數𝑤微分 )，並逐
步調整參數值，最後找出能讓損失函數最小化的參數，如此即可產生
預測函數進行預測。
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決策邊界
109/144

決策邊界
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預測模型步驟
110/144
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損失函數(交叉熵 Cross entropy) 111/144
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找出概似函數
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找出損失函數
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交叉熵函數(損失函數)的微分
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損失函數的微分
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梯度下降法的運用
116/144
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Chapter 9: 邏輯斯迴歸模型 (多類別分類)

 多類別分類的演算法基本流程:
「建立預測函數」→「建立損失函數」→「以梯度下降法尋找最佳參數」。

 多類別分類的做法: 「建立多個可輸出0到1的分類器，並將數值最高的分類器
所對應到的類別，視為整個模型的預測值」。

 與二元分類不同處:
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範例問題設定
iris資料集: 
 觀察值(observations): 共150筆資料(150朵鳶尾

花) 。 每朵花為3個品種其中之一，Setosa(山鳶
尾)、Versicolour(變色鳶尾)、 Virginica(維吉尼
亞鳶尾)。每個品種各有50筆資料，共150筆資料。

 4種特徵(features)(變數)(variables): Sepa1 
Length, Sepa1 Width (萼片長度、寬度)及Petal 
Length， Petal Width (花瓣長度、寬度)。僅挑
選 Sepa1 Length (萼片長度)及Petal Length (花
瓣長度)(解說方便)

 分類目標類別(3種類別) : class 0 (Setosa)、 class 
1 (Versicolour)、class 2 (Virginica)。

 輸入項目名(2項):  Sepal Length (cm) 萼片長度、
Petal Length (cm) 花瓣長度。
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建立模型的基本概念: 
將實際值轉換成One-hot編碼

 為了建立能夠同時輸出3種類別的分類器，我們將實際值𝑦𝑡由 0、 1、 2轉換成由 0與 1組合成的三
維向量(1, 0, 0)、(0, 1, 0)、(0, 0, 1)表示法。這種表示法稱為「one-hot向量(one-hot vector)」。

 在𝑛維向量中只有1個分量是 1，其餘𝑛 െ 1個分量都是0，這種向量稱為𝒏維的one-hot向量。

 將類別資料轉換成one-hot向量的編碼方式，就叫做 one-hot編碼(encoding)。

119/144

這種分類方式稱
為「1對其餘分
類器 (One vs 
Rest classifier)」
。
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權重矩陣
 多類別分類模型的內部有𝑁個(視需要數量而定)分類器同時運作，

就會有𝑁組權重向量，組合成「權重矩陣」來做運算。

120/144



https://hmwu.idv.tw

Softmax 函數
 二元分類: 將 𝝎‧𝒙的結果代入Sigmoid函數，以得出一個0~1的機率值做為預測之用。
 多類別分類: 使用Softmax 函數。

 Softmax特性(適合做為「同時輸出多個機率值」的函數):
 輸入: 𝑁維向量。
 輸出: 𝑁維的向量值函數(vector-valued function)。
 各個輸出分量的值介於0~1。(皆為正值)
 所有輸出分量的值加總為1。
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損失函數
122/144

實際值與對應預測值的對數概似函數:

損失函數即為對數概似函數乘以െ1。因為有 𝑀筆輸入
資料，取平均值，最後得到損失函數如下:
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推導多類別分類的對數概似函數
123/144

要得到損失函數，一般會先找出概似函數，再取對數概似函數，接著取平均值，再乘
上െ1之後得出損失函數。
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損失函數的微分
 損失函數決定之後，接下來要對損失函數偏微分以計算梯度。
 先只考慮單1筆資料的𝑦𝑡與 𝑦𝑝: 

124/144

推導如後頁



https://hmwu.idv.tw

損失函數 對權重矩陣的各參數 𝒊𝒋偏微分
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損失函數 對權重矩陣的各參數 𝒊𝒋偏微分
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損失函數 對權重矩陣的各參數 𝒊𝒋偏微分
127/144
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梯度下降法的運用
128/144
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Chapter 10: 深度學習
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範例問題設定
 mnist手寫數字資料集(The MNIST database of 

handwritten digits):
 7萬張解析度為28x28的手寫數字影像資料
 使用其中6萬張作為訓練資料集。
 使用其它1萬張作為驗證(測試)資料集。

 將解析度28x28的影像資料轉成有784 (28x28)個分量的向量資料(也
可稱為784維的 1D張量)，並建構以此為輸入資料的模型。

 此向量各分量皆為1(黑)~255(白)的灰階值。
 深度學習中也有將影像以矩陣(即2D張量)處理的方法，稱為卷積神經

網路 (Convolutionαl neural networks, CNN)
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美國國家標準暨技術研究院
(National Institute of Standards 
and Technology, 簡寫為NIST）
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模型的架構與預測函數
131/144



https://hmwu.idv.tw

模型的架構與預測函數
 隱藏層及輸出層各是由「中間值向量」、「激活函數」、

「結果節點(隱藏層節點/輸出層節點)」這三者構成:
 中間值向量: 用來稱呼前一層的節點與權重矩陣相乘之後得

到的向量。(例如: 𝒖)。
 激活函數: 將中間值向量代入此函數，用以求出各層最終值(

結果節點)。(例如: 𝑔ሺ𝒖ሻ, sigmoid, softmax)。
 結果節點: 由激活函數計算結果得到最終值的節點。(例如

: 𝑦𝑝)。
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第1階段: 輸入層 到隱藏層 的關係
 輸入層節點𝒙會增加1個的虛擬變數(𝑥଴)，因此𝒙的維數會由原本的784維(28x28)變成785維。
 輸入層各節點與第 1階段的權重矩陣 𝑽௜௝相乘後，做為隱藏層的輸入資料。
 若設定隱藏層節點𝒃的維數為128(此為經驗值)，則 𝑽會是一個 785x128的矩陣。
 由輸入層𝒙求出中間值向量𝒂的方程式為: 𝒂 ൌ 𝑽𝒙。
 再將𝒂的每個分量𝑎௜用激活函數𝑓ሺ𝑥ሻ 計算出隱藏層𝒃對應的𝑏௜ : 𝑏௜ ൌ 𝑓ሺ𝑎௜ሻ。
 此處令 𝑓ሺ𝑥ሻ 為 Sigmoid函數，則連結輸入層節點𝒙與隱藏層節點𝒃的算式為:  
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第2階段: 隱藏層 到輸出層 的關係
 𝒃與權重矩陣𝑾相乘，可得到中間值向量𝒖: 𝒖 ൌ  𝑾𝒃。
 將向量𝒖代入Softmax函數𝑔ሺ𝑢ሻ，得到輸出的預測值𝒚𝒑:  𝒚𝒑 ൌ  𝒈ሺ𝒖ሻ 。
(式中的 𝑁 是指分類的類別數，此例是要區分出 0~ 9共10種類別。這也就是為何採用Softmax函數做多類別分類的原因。)
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「前向傳播(feedforward)法」, 或「前饋式神經網路」
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損失函數
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損失函數的微分
 對損失函數做微分，是為了之後的梯度下降法做準備。
 簡化圖10-3，由資料輸入開始，一路到算出損失函數值

的整個過程:
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從損失函數到隱藏層: 
對第2階段 權重矩陣各參數偏微分
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從隱藏層到輸入層:
對第1階段 權重矩陣各參數偏微分

 計算損失函數𝑳對𝑽的每個參數做偏微分，以 𝑣ଵଶ為例說明，之後再改
寫為𝑣௜௝的一般式。

 𝑣ଵଶ 的變化(就是偏微分)，在隱藏層中間值向量 𝒂 中，只有 𝑎ଵ 會受影響，
其他的𝑎ଶ~𝑎ଵଶ଼皆無關。

 因此𝑳對𝑣ଵଶ偏微分，可用鏈鎖法則寫成下式 :
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計算 𝝏𝑳
𝝏𝒗𝒊𝒋

: 𝝏𝒂𝟏
𝝏𝒗𝟏𝟐

、 𝝏𝑳
𝝏𝒂𝟏

、 𝝏𝑳
𝝏𝒃𝟏

、𝝏𝒖𝒍
𝝏𝒃𝟏
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𝑎ଵ的變化只會影響到𝑏ଵ，與𝑏ଶ~𝑏ଵଶ଼皆
無關。因此𝑳對𝑎ଵ的偏微分，可由鏈鎖
法則:

因為 𝑏ଵ ൌ 𝑓ሺ𝑎ଵሻ，因此 𝑏ଵ對𝑎ଵ微分即為
函數𝑓ሺ𝑎ଵሻ對𝑎ଵ的微分，因此可得:

𝑏ଵ 的變化對 𝒖 中所有的 𝑢௜ 都有影響，
因此要用全微分鏈鎖法則來算出𝑳
對𝑏ଵ的偏微分。
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計算 𝝏𝑳
𝝏𝒗𝒊𝒋

: 𝝏𝒂𝟏
𝝏𝒗𝟏𝟐

、 𝝏𝑳
𝝏𝒂𝟏

、 𝝏𝑳
𝝏𝒃𝟏

、𝝏𝒖𝒍
𝝏𝒃𝟏
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損失函數𝐿對第1階段權重短陣 𝑉偏微分的結果。所以𝐿對第 1階段權重矩陣 𝑉和
第2階段權重短陣𝑊的偏微分都算好了。

(前一頁)

(前一頁)
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反向傳播
 兩個權重矩陣𝑊、𝑉的偏微分，都是從輸出層節點反向計算回去，並使誤差值下

降到設定的程度，即可得到最佳化的權重矩陣。這種運算方法稱為「反向傳播
(backpropagation)法，或稱倒傅遞神經網路」。

 「反向傳播的核心就是梯度下降法與鏈鎖法則」 。
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梯度下降法的運用
 損失函數的權重矩陣偏微分已推導出來，用於實作梯度下降法。

變數與算式整理:
 上下標

 𝑘: 迭代運算次數 index。
 𝑚: 資料樣本 index。
 𝑖、 𝑗、 𝑙: 向量及矩陣的下標。

 變數
 𝑀: 資料樣本的總數。
 𝑁: 分類的類別數。
 𝐻: 隱藏層節點的維數。

 演算法: 
「函數定義」、「預測值計算」、「誤差計算」、「梯度計算」等四
個部分。
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隱藏層為1層時需要的式子
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隱藏層為1層時需要的式子
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